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Hurtownie danych i eksploracja danych w prognozowaniu 
popytu na gaz i usługi magazynowania gazu

W artykule zaprezentowano tendencje światowe dotyczące hurtowni danych i eksploracji danych w przemyśle naftowym 
i gazowniczym oraz potwierdzono możliwości wykorzystania narzędzi zaawansowanej eksploracji danych do prognozowa-
nia popytu na paliwo gazowe i usługi podziemnego magazynowania gazu na polskim rynku. W ramach testowania użytecz-
ności oprogramowania do eksploracji danych, zbudowano model prognozujący odbiór gazu z polskich podziemnych maga-
zynów gazu. Uzyskane prognozy mają wysoką trafność, a użycie kreatorów wbudowanych w oprogramowanie zminimali-
zowało nakłady pracy i pozwoliło na automatyzację procesu budowy modeli.

Słowa kluczowe: eksploracja danych, przemysł gazowniczy, prognozowanie.

Data warehouses and data mining in forecasting the demand for gas and gas storage services
The article presents world trends regarding data warehousing and data mining in the oil and gas industry and confirmed the 
possibility of using advanced data mining tools for forecasting natural gas demand and underground gas storage services on 
the Polish market. As part of data mining software usability testing, we built a model forecasting gas withdrawal from Pol-
ish underground gas storage facilities. The achieved forecasts have high accuracy, and the use of wizards embedded in the 
software, minimized the workload and allowed for the automation of the model building process.

Key words: data mining, oil and gas industry, forecasting.

Współczesny rozwój informatyki i olbrzymich zbiorów da-
nych wraz z możliwością ich szybkiego przeszukiwania, zna-
cząco zmienił spojrzenie na dane jako źródło informacji. Wy-
korzystanie narzędzi statystycznych i uczenia maszynowego 
wywodzącego się z informatyki, pozwoliło na automatyczne 
analizowanie danych oraz wydobywanie informacji z morza 
danych. To przyczyniło się do powstania nowej gałęzi infor-
matyki stosowanej – Business Intelligence.

Business Intelligence (BI) jest definiowane jako zoriento-
wany na użytkownika proces zbierania, eksploracji, interpre-
tacji i analizy danych, który prowadzi do usprawnienia pro-
cesu podejmowania decyzji. Tak rozumiany system wspoma-
gania decyzji biznesowych obejmuje [15]:
• narzędzia OLAP (ang. on-line analytical processing): opro-

gramowanie umożliwiające analizę wielowymiarową danych 
biznesowych poprzez integrację, agregację i odpowiedni 
sposób prezentacji (wizualizacji) różnego rodzaju danych,

• narzędzia eksploracji danych: algorytmy do automatycznej 
analizy dużych wolumenów danych, wykorzystujące me-
tody statystyczne, ekonometryczne, czy metody maszyno-
wego uczenia się, pozwalające na analizę danych nie tyl-
ko o charakterze ilościowym, ale również jakościowym,

• narzędzia zarządzania wiedzą: umożliwiające składowa-
nie, indeksowanie i analizę dokumentów tekstowych oraz 
powiązanie ich z innymi danymi.
Systemy tej klasy budowane są z wykorzystaniem hur-

towni danych, tj. baz danych dedykowanych do zbierania da-
nych pochodzących z różnych źródeł oraz narzędzi efektyw-
nego udostępnianie danych użytkownikom końcowym. Celem 
hurtowni danych jest gromadzenie danych nie tylko z różnych 
źródeł, ale także pierwotnie różnorodnej postaci, w jednej ba-
zie i w jednolitym formacie pozwalającym na dalszą ich ob-
róbkę. Przykładowa architektura hurtowni danych wraz z po-
wiązanymi z nią elementami przedstawiona jest na rysunku 1.

Wprowadzenie
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Jednym z końcowych składników systemów BI są narzę-
dzia data mining. Jest to inteligentna eksploracja danych, któ-
ra ma na celu pozyskanie przydatnej wiedzy ukrytej w dużej 
ilości informacji. Eksploracja danych nazywana często od-
krywaniem wiedzy w bazach danych jest jedną z najszybciej 
rozwijających się gałęzi informatyki w ostatnim czasie. Łączy 
w sobie wiele dziedzin naukowych, takich jak [7]:
• systemy baz danych, hurtownie danych, repozytoria, na-

rzędzia OLAP,
• metody statystyczne,
• uczenie maszynowe i odkrywanie wiedzy,
• wizualizacja danych,
• wyszukiwanie informacji,
• sieci neuronowe,
• logika rozmyta i zbiory przybliżone,
• rozpoznawanie obrazów,
• przetwarzanie sygnałów.

Współczesne firmy zarządzają dużymi zbiorami danych, ale 
problemem jest ich praktyczne wykorzystanie. Natłok danych 
w znacznym stopniu utrudnia ich analizę i skutkuje zmniej-
szeniem się ilości przydatnych informacji. Za pomocą technik 
eksploracji danych możemy rozwiązywać takie problemy jak:
• prognozowanie sprzedaży i ustalanie cen,
• szukanie klientów, którzy przynoszą największy zysk,
• zrozumienie potrzeb klientów,
• wyszukiwanie, które towary i usługi sprzedają się razem,
• przewidywanie utraty klientów,
• ocena ryzyka,
• wykrywanie nadużyć,
• budowa skutecznych kampanii marketingowych,
• wykrywanie nieprawidłowości.

W początkowym etapie rozwoju Business Intelligence łą-
czyło hurtownie danych z analityką danych, prostą eksplora-

cją danych i rozbudowanym raportowaniem. Obecnie wpro-
wadza się podział na trzy obszary: zarządzanie hurtowniami 
danych, raportowanie i prostą analitykę (wąsko rozumiane BI) 
oraz zaawansowaną eksplorację danych. Czołowi producenci 
oprogramowania bazodanowego i analizy danych według ra-
portu Gartnera, światowej firmy konsultingowej w branży IT, 
to: IBM, SAP, Oracle, Teradata, SAS, Microsoft, Rapid Mi-
ner, KNIME (por. [3, 11]).

Najczęściej stosowanymi technikami eksploracji danych, 
wbudowanymi zwykle w narzędzia komercyjne czołowych 
producentów oprogramowania, są [10]:
• analiza dyskryminacyjna (podział na rozłączne podzbiory), 
• analiza asocjacji (znajdowanie zbiorów częstych i reguł),
• klasyfikacja,
• analiza regresji, 
• klastrowanie (analiza skupień), 
• wykrywanie zmian i odchyleń
• prognozowanie.

Najprostszym sposobem budowy systemu do eksploracji 
danych jest wykorzystanie oprogramowania jednego z wy-
mienionych wcześniej producentów systemów BI i przysto-
sowanie go do własnych potrzeb. Rozwiązanie to nie zawsze 
może spełnić wymagania branży naftowej i gazowniczej, gdyż 
wspomniane oprogramowanie skierowane jest do zbyt ogól-
nego użytkownika, stąd konieczne może okazać się tworze-
nie własnego oprogramowania lub zakupienie specjalistycz-
nych aplikacji. Przykładowymi dostawcami specjalistyczne-
go oprogramowania do analityki danych w branży naftowej 
są: IHS, Microsoft, American Gas Association, RBAC (przy-
pływ gazu w sieciach USA), SAS, OGsys, Total Stream GE1. 

Rys. 1. Przykładowa architektura 
kompletnej hurtowni danych

Źródło: opracowania własne na podstawie [2]

Eksploracja danych

1 Obszerną listę oprogramowania dla branży wiertniczo-naftowej można 
znaleźć na stronie internetowej Top Oil and Gas Software Products [16]. 
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Większość oprogramowanie tego rodzaju służy do gromadze-
nia danych i analiz w obszarze wydobycia ropy i gazu (upstre-
am). W mniejszym stopniu jest ono przydatne do zarządzania 
zakupami i sprzedażą gazu, w tym prognozowania cen i wielko-
ści zapotrzebowania na gaz (midstream i downstream). Można 
tutaj wspomnieć o hurtowni danych wdrożonej w PGNiG SA, 
wykorzystującej oprogramowanie firmy SAP. Nie jest to jed-
nak narzędzie stricte zaawansowanej eksploracji danych.

Tradycyjne podejście do prognozowania w branży gazow-
niczej wykorzystuje modele regresji i jednoznacznie określo-
ny zbiór danych. Dane używane w klasycznym prognozowa-
niu cen i zapotrzebowania na gaz to [1]:
• historyczne ceny gazu (lokalne, na rynkach świtowych, 

bieżące i terminowe),
• dane pogodowe (temperatura, wiatr, opad i nasłonecznienie),
• liczba klientów indywidulanych i ich zużycie gazu (także 

współczynniki elastyczności cenowej i dochodowej popytu),
• dane dotyczące budownictwa i działalności remontowej 

(nowe domy, zmiany energochłonności itp.),
• duzi odbiorcy (wielkość i charakterystyka odbioru, współ-

czynniki elastyczności cenowej i dochodowej popytu),
• dane makroekonomiczne (PKB, inflacja, płace itp.),
• sytuacja polityczna,
• metadane (dane samorządu terytorialnego, urzędów sta-

tystycznych itp.).
Współczesne podejście do budowy modeli empirycznych 

wykracza poza tradycyjne modele statystyczno-ekonometrycz-
ne. Klasyczne modele wymagają z jednej strony spełnienia 
ścisłych wymagań dotyczących wnioskowania statystyczne-
go, z drugiej strony – narzucają konieczność określenia z góry 

zbioru zmiennych objaśniających. Zbiór ten może być zawę-
żony w toku wnioskowania, ale trudno go później rozszerzyć. 
Szczególny problem dotyczy zmiennych opóźnionych w mo-
delu empirycznym. Naturalną kwestią jest opóźnienie rzeczy-
wistego zużycia gazu odbiorców w stosunku do kwot wyni-
kających z faktur. Jednakże mogą występować inne opóźnie-
nia, których natura nie jest z góry znana. 

Prognozowanie cen i zapotrzebowania na gaz może obec-
nie opierać się na dowolnie szerokim zbiorze potencjalnych 
zmiennych objaśniających, niekoniecznie związanych wprost 
z cenami gazu. Problem ten rozwiązują współczesne tzw. mo-
dele oparte na danych (ang. data-driven models), które wyko-
rzystują wyniki badań z obszarów [8]:
• sztucznej inteligencji,
• inteligencji obliczeniowej – sieci neuronowe, systemy roz-

myte, algorytmy ewolucyjne, 
•	 soft computing – wnioskowanie oparte na pojęciach nie-

ostrych – rozmyte systemy regułowe,
• uczenia maszynowego,
• eksploracja danych i odkrywanie wiedzy w bazach danych.

Zaletą tego podejścia jest nie tylko pozostawienie doboru 
zmiennych algorytmom wbudowanym w oprogramowanie, 
ale także możliwość częstej aktualizacji postaci modelu (np. 
kwartalnej, miesięcznej lub częstszej). 

Co więcej, zbudowane w ten sposób modele mogą dzia-
łać automatycznie po wykryciu odchyleń, zwiększając lub 
zmniejszając podaż gazu w określonych obszarach, przy 
uwzględnieniu podpisanych umów z klientami, wpisując 
się w tendencję rozwoju odnawialnych źródeł energii oraz 
ideę smart grid.

Przykładowy model prognozy zapotrzebowania na odbiór gazu z podziemnych magazynów gazu w Polsce

W celu sprawdzenia przydatności współczesnych narzędzi 
hurtowni danych i eksploracji danych w dalszej części pracy zbu-
dowano prosty model służący prognozowaniu wielkości odbioru 
gazu z podziemnych magazynów gazu w Polsce. Odbiór gazu 
odnosi się do sumarycznego odbioru ze wszystkich polskich ma-
gazynów. Bardziej wyrafinowany model wymagałby uwzględ-
nienia indywidulanych danych dla pojedynczych PMG oraz ob-
szerniejszego zbioru potencjalnych zmiennych objaśniających.

Na potrzeby badań zbudowano niewielką hurtownię tema-
tyczną (data mart), gromadzącą dane z kilku źródeł. Wszyst-
kie dane zostały zaimportowane z ogólnodostępnych interne-
towych baz danych jako pliki CSV i załadowane do utworzo-
nych wcześniej tabel hurtowni danych. W przypadku praktycz-
nej realizacji takiej hurtowni konieczne byłoby zautomatyzo-
wanie pobierania i ładowania danych z uwzględnieniem wy-
maganej konwersji typów danych ze źródeł do formatu doce-
lowego oraz uwzględnienie mechanizmu wyodrębniania błęd-

nych danych. Hurtownia taka mogłaby wtedy działać automa-
tycznie, aktualizując dane przyrostowo w cyklach dziennych, 
miesięcznych lub rzadszych.

Analizą objęto okres od 1 stycznia 2011 roku do 20 wrze-
śnia 2017 roku. Dane na temat polskich podziemnych maga-
zynów gazu pochodzą ze strony internetowej Gas Infrastruc-
ture Europe [5], dane meteorologiczne dla Warszawy pobra-
no ze strony internetowej Freemeteo [4]. Ze względu na to, że 
posiadane dane dotyczące PMG są wartościami sumaryczny-
mi dla wszystkich polskich magazynów, dane meteorologiczne 
dla Warszawy potraktowano jako charakterystykę warunków 
pogodowych dla centralnego punktu Polski. Średnie miesięcz-
ne wynagrodzenia w Polsce pochodzą ze strony internetowej 
GUS [5]. Ceny gazu dotyczą Henry Hub w Luizjanie i pocho-
dzą ze strony internetowej Index Mundi [9]. Ceny gazu nie 
odnoszą się bezpośrednio do polskiego rynku, ale mogą sta-
nowić punkt odniesienia dla cen usług magazynowania i cen 
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gazu w Polsce, oraz cen innych nośników energii z względu 
na ścisłe powiązanie ze światowymi cenami ropy i produktów 
ropopochodnych. Koszty zakupu gazu przez PGNiG SA są 
także powiązane z cenami ropy na rynkach światowych, stąd 
pośrednio ceny gazu w Henry Hub wskazują na tendencje ce-
nowe na polskim rynku. Z tego samego powodu uwzględnio-
no miesięczne ceny węgla, które pobrano ze strony interneto-
wej Polskiego Rynku Węgla [12]. Są to notowania PSCMI 1/T 
Polskiego	Indeksu	Rynku	Węgla	Energetycznego	1 w sprzeda-
ży do energetyki zawodowej i przemysłowej. Trendy w zmia-
nach cen węgla mogą wpływać na wybór źródeł ogrzewania 
przez sektor komunalno-bytowy, w tym wykorzystanie gazu 
ziemnego, a w konsekwencji zapotrzebowanie na usługi ma-
gazynowania gazu. Podstawowe statystyki dla zmiennej obja-
śnianej Odbiór, będącej sumaryczną wartością dobowego od-
bioru gazu z magazynów w Polsce, oraz potencjalnych 11 ilo-
ściowych zmiennych objaśniających zawarte są w tablicy 1. 
Oprócz zmiennych ilościowych wykorzystywane są także trzy 
zmienne jakościowe: Opis 1, Opis 2 i Opis 3 zawierające opis 
zjawisk pogodowych o wartościach: brak doniesień pogodo-
wych, grad, opad śniegu, deszcz, burza z piorunami, mgła.

W pierwszym etapie zbudowano modele obejmujące 
wszystkie dane. W podstawowym zbiorze danych, liczącym 
2486 obserwacji, znajdują się także dane z okresów napełnia-
nia magazynów. Zbiór danych załadowano do hurtowni da-
nych utworzonej w systemie Microsoft SQL Server w wer-
sji Enterprise 2017 [14]. Jest to jeden z kilku najbardziej li-
czących się na świecie produktów do zarządzania relacyjny-

mi bazami danych, hurtowniami danych oraz zaawansowa-
nej analityki danych (eksploracji danych). Jest to w zasadzie 
grupa produktów obejmująca także narzędzia Business Intel-
ligence i analityki danych stanowiące komponent Visual Stu-
dio – w niniejszym artykule wykorzystano wersję 2017 [13]. 

Te informatyczne narzędzia są w niniejszej pracy traktowa-
ne jako typowy przykład narzędzi do gromadzenia i zaawan-
sowanej analizy danych, prezentujący możliwości tego typu 
programów. Produkty innych wiodących producentów opro-
gramowania bazodanowego i analizy danych zostały już wy-
mienione we wcześniejszej części artykułu.

Korzystając z gotowych kreatorów służących do budowy 
modeli eksploracji danych, zbudowano trzy modele, wykorzy-
stując różne techniki klasyfikacji: drzewo decyzyjne, sztucz-
ną sieć neuronową oraz regresję logistyczną. Program auto-
matycznie i losowo podzielił dane na próbę uczącą oraz pró-
bę testową, na której sprawdzana jest skuteczność predykcji 
modeli zbudowanych na podstawie próby uczącej. Najwyż-
szą skuteczność prognostyczną wykazało drzewo decyzyjne, 
a najniższą – regresja logistyczna. Wobec tego w dalszej ana-
lizie wykorzystano drzewo decyzyjne.

Początkowe wyniki były nie w pełni zadowalające, gdyż 
każda gałęź drzewa zaczynała się od nazwy miesiące, co wy-
nikało z całkowicie różnej specyfiki miesięcy zimowych (od-
biór) i letnich (zatłaczanie). W związku z tym ostatecznie do 
analizy wzięto tylko dane dotyczące chłodniejszych miesię-
cy od września do kwietnia, co dało 1719 obserwacji. Na ry-
sunku 2 przedstawiono wyniki budowy drzewa decyzyjnego. 

Tablica 1. Podstawowe statystyki dla zmiennych w modelu

Zmienna Jednostka Średnia Mediana Odchylenie 
standardowe Kurtoza Skośność Minimum Maksimum

Odbiór  
(gazu z magazynów w Polsce) GWh/d 41,04 0 66,19 3,15 1,88 0 355

Ilość gazu w pmg TWh 16,81 17 7,24 –0,6 0,15 2 32
Procent napełnienia % 72,1 75 22,16 –1,07 –0,43 25 100
Pojemność czynna TWh 23,86 28 8,17 –0,72 –0,57 8 33
Moc odbioru GWh/d 448,68 432 78,56 –1,37 –0,15 319 543
Temperatura min °C 4,94 5 7,94 –0,18 –0,37 –23 22
Temperatura maks °C 13,89 14 10,05 –0,79 –0,15 –15 37
Prędkość wiatru km/h 23,14 22 8,11 1,21 0,78 4 66
Opady mm 2,04 0 6,16 52,35 6,41 0 77
Pensja  
(średnie miesięczne wynagro-
dzenie w gospodarce)

zł 3 973,5 3 964,9 299,3 –0,82 0,25 3 394,0 4 635,8

Cena  
(gazu w Henry Hub) EUR/mln BTU 2,65 2,65 0,52 0,54 0,05 1,48 4,38

Cena węgla 
(indeks PSCMI 1/T) zł/T 233,87 234,56 28,7 –1,12 0,09 188,78 283,61

Źródło: opracowanie własne.
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Podsumowanie wyników prognoz dla próby testowej liczącej 
1000 elementów umieszczono na rysunku 3. Proces budowy, 
przetwarzania i testowania modeli zajął jedynie kilka minut.

W każdym z węzłów drzewa decyzyjnego algorytm wy-
znaczył inną funkcję regresji. Drzewo decyzyjne, a w zasadzie 
drzewo regresyjne, musi zawierać w węzłach funkcje regre-
sji, gdyż zmienna prognozowana Odbiór jest zmienną ciągłą. 
Funkcje regresji w poszczególnych węzłach są następujące:
• dla całej próbki (węzeł All)

Odbiór = 73,167 – 5,171 (Temperatura Maks – 6,178) 
– 12,597 (Cena – 2,626)

• węzeł [Pensja ≥ 3890,708 and < 4139,062]
Odbiór = 67,053 – 5,738 (Temperatura Maks – 6,885)

• węzeł [Pensja ≥ 3890,708 and < 4139,062 and Miesiąc = 
‘november’]
Odbiór = 42,692 – 4,473 (Temperatura Maks – 7,761) 
+ 52,877 (Cena – 2,990)

• węzeł [Pensja ≥ 3890,708 and < 4139,062 and Miesiąc = 
‘november’ and Opis1 = ‘Deszcz’]
Odbiór = 36,000 + 24,920 (Cena – 2,947) – 1,581 
(Temperatura Maks – 8,619) + 0,536 (Prędkość	Wia-
tru – 22,524)

 
Rys. 2. Drzewo regresyjne dla odbioru gazu z magazynów gazu w miesiącach zimowych  

(ciemniejszy kolor wskazuje na większą liczbę danych w węźle)
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Wykorzystanie narzędzi do budowy hurtowni danych i eks-
ploracji danych staje się dość powszechne w obszarze poszu-
kiwawczo-wydobywczym. Wielu światowych producentów 
oprogramowania kieruje swoją ofertę do tego obszaru. Ist-
nieją także gotowe rozwiązania specjalistyczne branżowych 
firm IT. Brakuje jednak gotowych rozwiązań dla gazownic-
twa, w tym narzędzi prognozowania, wykorzystujących za-
awansowaną eksplorację danych, pozwalających na budowę 
modeli opartych na danych. 

Wykonana jako przykład prognoza odbioru gazu z pod-
ziemnych magazynów gazu okazała się dobrze dopasowana 
do danych rzeczywistych, mimo małej szczegółowości da-
nych i niezbyt szerokiego zbioru potencjalnych zmiennych 
objaśniających. Pozyskanie bardziej szczegółowych danych 
wiąże się z koniecznością posiadania dostępu do danych we-
wnętrznych operatora magazynów oraz potrzebą zakupu da-
nych ekonomicznych, w tym cenowych lub meteorologicz-
nych. Co najważniejsze budowa modelu prognostycznego była 
szybka i prosta dzięki kreatorom wbudowanym w oprogramo-
wanie. Oprogramowanie do eksploracji danych może stano-
wić bardzo dobre narzędzie prognozowania w branży gazow-
niczej dzięki działaniu na zasadzie „czarnej skrzynki” i poten-

Rys. 3. Wartości prognoz odbioru gazu w relacji do rzeczywistych wartości odbioru

(metoda Bayesa z predykcją 
Dirichleta) – ma w kolejności: 
temperatura, cena gazu, pręd-
kość wiatru, średnia płaca 
w gospodarce, miesiąc i jako 
ostatnia zmienna – opis wa-
runków meteorologicznych 
(deszcz, śnieg itp.). Dopaso-
wanie modelu do danych jest 
mierzone współczynnikiem 
score (wartość 0,05 u dołu 
rysunku 3), który jest śred-
nią geometryczną odchyleń 
prognoz od danych rzeczywi-
stych. Współczynnik pozwala 
na wybór najlepiej dopasowa-

nego modelu spośród kilku analizowanych, a jego wartości bli-
skie zero świadczą o dobrych własnościach prognostycznych.

Wnioski

cjalnie dowolnie dużemu zbiorowi zmiennych objaśniających 
zgromadzonych w hurtowni danych. 

Możliwość zastosowania hurtowni danych wraz z narzędzia-
mi eksploracji danych nie ogranicza się do zaprezentowanego 
przykładu podziemnych magazynów gazu. Prognozowanie za-
potrzebowania na gaz dla gazociągów przesyłowych i dystry-
bucyjnych, czy też inne nośniki energii, może opierać się nie 
tylko na klasycznych zmiennych objaśniających, przeważnie 
ilościowych, ale także na dowolnej liczbie zmiennych jako-
ściowych, które bez dodatkowych przekształceń mogą zna-
leźć się w modelu. Dopuszczalne staje się uwzględnianie ta-
kich zagadnień jak ekologia, odnawialne źródła energii, po-
lityka energetyczna czy nawet problemy polityczne w obsza-
rze UE. Budowa modelu wymagałaby najpierw znalezienia 
kluczowych słów dla danego zagadnienia pojawiających się 
w serwisach informacyjnych.

Spośród technik eksploracji danych na szczególną uwa-
gę zasługuje drzewo regresyjne, dzielące zbiór danych na 
podzbiory, w których odrębnie wyznaczane są linie regresji. 
Znacząco zwiększa to skuteczność prognostyczną tej metody 
w stosunku do pojedynczej linii regresji tworzonej dla całe-
go zbioru danych.

Prosimy cytować jako: Nafta-Gaz 2018, nr 4, s. 284–289, DOI: 10.18668/NG.2018.04.04
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