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Wykorzystanie sieci neuronowych w dochodzeniach 
związanych z przestępczością gospodarczą na rynku 
paliw płynnych. Część 1

W artykule dokonano krótkiego przeglądu literatury poświęconej wykorzystaniu sieci neuronowych przy określaniu niektó-
rych właściwości benzyn silnikowych, istotnych przy predykcji ich jakości w powiązaniu ze składem chemicznym ozna-
czanym metodami chromatograficznymi (GC–FID, GC–MS). 

Słowa kluczowe: sieci neuronowe, benzyna silnikowa, właściwości benzyn silnikowych.

The use of neural networks in investigations related to economic crime on the liquid fuels 
market. Part 1
In the article a brief review of the literature on the use of neural networks in the determination of certain properties of motor 
gasoline relevant for the prediction of their quality in relation to chemical compositions determined by chromatography 
(GC–FID, GC–MS) was done.

Key words: neural networks, motor gasoline, motor gasoline properties.

W ramach swojej działalności instytucje badawcze wy-
konują lub mogą wykonywać szereg usług eksperckich i la-
boratoryjnych dla organów ścigania oraz instytucji zajmu-
jących się monitoringiem jakości paliw, mających w efek-
cie poprawić bezpieczeństwo stosowania paliw ciekłych do-
stępnych na rynku polskim. 

W walce z przestępczością gospodarczą związaną z fał-
szowaniem paliw ważne są dwa elementy:
• szybkie określenie składu chemicznego badanego paliwa 

w powiązaniu z jego właściwościami,
• wskazanie prawdopodobnego źródła pochodzenia zabez-

pieczonej próbki paliwa.
Trudności w szybkim i pewnym określeniu tych dwóch 

czynników uniemożliwiają szybką reakcję i skuteczne prze-
ciwdziałanie zjawisku fałszowania paliw, powodującemu ol-

brzymie straty finansowe skarbu państwa. Możliwość szyb-
kiego kojarzenia i odtwarzania całości informacji na podsta-
wie informacji niepełnej oraz zdolność prawidłowego zinter-
pretowania danych zniekształconych lub niekompletnych by-
łaby bardzo pomocna przy rozwiązywaniu tego rodzaju pro-
blemów. Aktualnie w Polsce i w Europie w obrocie detalicz-
nym występują benzyny silnikowe zawierające w swym skła-
dzie związki tlenowe (alkohole i etery), z których głównie 
stosowanymi są: etanol w ilości do 10% (V/V) oraz eter ety-
lowo-tert-butylowy. Paliwa te są bardzo wrażliwe na próby 
fałszowania. Wszelkie, nawet niewielkie zmiany w składzie 
komponentowym, powstające przy nieuprawnionej ingeren-
cji, mogą spowodować zmiany właściwości paliw, wpływa-
jąc negatywnie na środowisko naturalne i silniki spalinowe 
napędzane tym paliwem.

Wstęp
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Jak przedstawiono powyżej, zjawisk fizykochemicznych 
obserwowanych przy produkcji i użytkowaniu benzyn silni-
kowych nie da się opisać przez prostą aproksymację linio-
wą, nie narażając się na błędy mogące być przyczyną strat 
lub awarii, zwłaszcza wówczas, gdy w zbiorniku „spotka-
ją się” (np. w wyniku zbiegu okoliczności lub w efekcie fał-
szerstwa) paliwa lub komponenty dające niekorzystne dla 
użytkownika „efekty zmieszania”. 

Właśnie w takich sytuacjach najszybszym i najwygodniej-
szym rozwiązaniem problemu może stać się wykorzystanie 
sieci neuronowych mogących opisywać zależności nieliniowe. 
Sieci neuronowe i układy na nich oparte umożliwiają kontrolę  

Wpływ etanolu na lotność benzyny silnikowej

Lotność łączy ze sobą dwa parametry, które są istotne dla 
właściwej pracy silnika samochodowego o zapłonie iskro-
wym, tj. skład frakcyjny i prężność par [17, 28, 34, 35, 43–45].

W zakresie małych udziałów etanolu w benzynie silni-
kowej – do 10% (V/V) – wyraża się to nieaddytywnym pod-

wyższeniem ilości cieczy odparowującej do 70°C i drastycz-
nym podwyższeniem prężności par. Nieodpowiednio dobra-
ny skład węglowodorowy benzyny bazowej może być przy-
czyną problemów eksploatacyjnych. Parametry lotnościowe 
bowiem odpowiadają za właściwości rozruchowe paliwa.

Wpływ etanolu na przebieg krzywej odparowania 

Alkohole – etanol lub metanol – tworzą z benzyną silni-
kową mieszaniny azeotropowe wpływające na kształt krzy-
wej odparowania [17, 28, 32, 34–36]. 

Ilość paliwa odparowującego do 70°C (E70) odpowiada 
za łatwość rozruchu zimnego silnika, nagrzewanie się silnika, 
emisję par i tworzenie się korków parowych. Środkowy za-
kres objętości paliwa odparowującego, tj. pomiędzy 70÷100°C 
(E100), wiąże się z szybkością rozgrzewania silnika, uzyska-
niem odpowiedniego przyspieszenia i stabilną pracą silnika 
w warunkach zimowych [36]. Efekty mieszania objętościo-
wego [17] etanolu z benzyną nie są odwzorowywane pro-

stym procesem (równaniem) liniowym. Proces ten jest wraż-
liwy na właściwości benzyny bazowej. Rozpiętość wartości 
przyrostów1 Δ E100 była znacznie mniejsza niż w przypadku 
Δ E70, zwłaszcza przy niższych stężeniach etanolu. Wyższe 
poziomy zawartości etanolu generowały przyrosty Δ E100 do 
20% (V/V), podobnie malały przyrosty Δ E100 wraz ze wzro-
stem E100 paliwa bazowego. Nieaddytywność parametru skła-
du frakcyjnego benzyny zawierającej etanol jest przedmiotem 
badań prowadzonych w INiG – PIB od wielu lat. W czasie 
mieszania ze sobą frakcji węglowodorowych, a także etanolu, 
występują zarówno dodatnie, jak i ujemne efekty mieszania.

 1Δ E70, Δ E100 odparowanej (oddestylowanej) objętości benzyny 
do temperatury 70°C i 100°C.

Wpływ temperatur odparowania paliwa na właściwości eksploatacyjne silników o zapłonie iskrowym

Specyfikacja amerykańska benzyny ASTM określa war-
tości temperatur odparowania 10, 50 i 90% objętości paliwa. 
Limit wartości temperatury T50 podawany jest w przedziale 
minimum–maksimum, a dla T10 i T90 określony jest tylko 
limit górny. W przypadku mieszanin benzyny bazowej z róż-
nymi alkoholami wartości te mogą zmieniać się w znacznym 

stopniu [34, 35, 40]. Stosowanie mieszanin etanolu z benzy-
ną silnikową obniża temperaturę odparowania tak powstałe-
go paliwa, a przy stężeniach etanolu wyższych niż 10% może 
zmienić optymalne warunki pracy silnika, jeśli nie wprowadzi 
się odpowiedniej zmiany w formule benzyny bazowej wy-
korzystywanej do zestawiania gotowej benzyny silnikowej.

Wpływ etanolu na prężność par

Prężność par określa łatwość uruchamiania silnika samo-
chodowego i skłonność paliwa do tworzenia korków paro-
wych. Parametr ten to dodatkowy wskaźnik oceny lotności 
paliwa i jest on powiązany z temperaturą początku destyla-
cji oraz E70 [17, 28, 34, 35, 43–45, 48].

Benzyny silnikowe o dużej lotności odparowują bardzo 
szybko, co z jednej strony jest korzystne dla uruchamiania 
silnika w niskich temperaturach, z drugiej jednak – może po-
wodować powstawanie korków parowych i zaburzać proces 
spalania, prowadząc nawet do zatrzymania silnika. 

Próby predykcji wartości niektórych parametrów jakościowych benzyny silnikowej  
z wykorzystaniem sieci neuronowych
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nad złożonym problemem wielowymiarowości, który przy 
stosowaniu innych metod znacząco utrudnia próby mode-
lowania zależności nieliniowych z dużą liczbą zmiennych. 
Sieci neuronowe same konstruują potrzebne użytkowniko-
wi modele i automatycznie uczą się na podanych przez nie-
go przykładach. 

Warunkiem koniecznym przy stosowaniu sieci neurono-
wych jest posiadanie odpowiedniej liczby serii danych i ist-
nienie rzeczywistej zależności lub zespołu zależności. Ba-
dania przeprowadzone w ramach szeregu prac [6, 9, 13, 15, 
16, 18, 25, 27, 29, 32, 34–36, 38, 42] wskazują na istnie-
nie nieaddytywnych zależności pomiędzy właściwościami 
benzyn bazowych a benzyn zawierających związki tlenowe. 

Przegląd literaturowy [2, 5, 8, 11, 12, 14, 30, 37, 47, 46] 
w zakresie wykorzystywania sieci neuronowych do predykcji 
właściwości benzyn silnikowych i ich składników w zależno-
ści od składu chemicznego (badanego różnymi sposobami) 
pokazuje, że bardzo istotne jest zgromadzenie odpowiedniej 
liczby serii danych (wystarczającego materiału do analizy), 
aby można było w pełni wykorzystać możliwości interpreta-
cyjne sieci neuronowych. W innych przypadkach można tylko 
przypuszczać, że w sieciach neuronowych drzemie ogromny 
potencjał, ale nie do końca będzie to możliwe do wykazania. 

Dla małej liczby serii danych sieci neuronowe będą od-
wzorowywać tylko zależności liniowe, co można osiągnąć 
również, kreśląc lub obliczając linie trendu.

Przykładowo na podstawie małego zbioru próbek badaw-
czych, obejmującego zakres liczby oktanowej od 81,4 do 
99,7 jedn., opisano problem przewidywania liczby oktano-
wej z użyciem sieci neuronowych na podstawie składu che-
micznego mieszanek benzynowych [8]. Przeanalizowano 
45 próbek benzyn różnej jakości, badając liczbę oktanową 
i całkowity skład grupowy w oparciu o metodę chromatogra-
ficzną według ASTM D5134 (oznaczenie sumy zawartości 
(% [m/m]): n–parafin, i-parafin, naftenów, olefin i aromatów). 
Zawartość (wyrażona w % [m/m]) etanolu (0÷5) oraz sumy za-
wartości n–parafin (4,627÷7,867), i-parafin (18,339÷52,151), 
naftenów (1,398÷26,275), olefin (0,029÷22,713) i aromatów 
(13,863÷71,990) użyto jako dane wejściowe dla sieci neuro-
nowej obliczającej liczbę oktanową.

Wyniki pomiarów (widm) w podczerwieni (FTIR) i wy-
niki oznaczenia składów indywiduów chemicznych meto-
dą chromatografii gazowej użyto do przewidywania jakości 
benzyny i jej klasyfikacji. 

Dane zostały przetworzone za pomocą analizy głównych 
składowych (PCA – Principal Components Analysis) i algo-
rytmów, opartych o logikę rozmytą (FCM – Fuzzy Cognitive 
Maps), stając się danymi poddawanymi analizie i klasyfiko-
wanymi przez sieci neuronowe i hybrydowe maszyny wek-
torów nośnych (SVM – Support Vector Machine). 

Jako dane uczące wykorzystano 35 mieszanek benzyn sil-
nikowych, a jako zbiór testowy 10 mieszanek benzyn.

Dla takiego zbioru danych jakość (dokładność) przewi-
dywania liczby oktanowej dokonywana przy pomocy re-
gresji wielorakiej i sieci neuronowych jest porównywalna. 

W przypadku klasyfikacji benzyn silnikowych w zależno-
ści od widma IR próbek i ich składu chemicznego zauważyć 
można zależność nieliniową, co skłania ku szerszemu bada-
niu problemu w oparciu o większą liczbę próbek. 

Ze zbioru 1284 próbek, pochodzących z brazylijskiego ryn-
ku paliw w roku 2001, wylosowano 180 próbek o gęstości po-
między 0,7400 a 0,7800 g/cm3, a spośród nich wylosowano 
35 próbek benzyn, charakteryzujących się maksymalną i mi-
nimalną zawartością etanolu lub węglowodorów aromatycz-
nych albo parafin i olefin [14]. Przyjęto, że wybrany zestaw 35 
próbek jest reprezentatywny dla całego zbioru 1284 próbek. 
35 wybranych próbek poddano analizie:
• składu węglowodorowego – w oparciu o metodę chro-

matograficzną GC–FID. Chromatogramy poddano ob-
róbce przy pomocy specjalistycznego oprogramowania 
(DHA – Detailed Hydrocarbon Analysis) identyfikują-
cego około 500 składników (pików chromatograficznych 
pochodzących od węglowodorów występujących w ben-
zynach). Niezidentyfikowane związki stanowiły około 
8% (były to związki zawierające azot, siarkę oraz olefi-
ny i niektóre związki aromatyczne). 
Warunki prowadzenia oznaczeń:
 – kolumna: CP-SIL PONA CB FS 100 m × 0,25 mm 

(0,5), Chrompack,
 – gaz nośny: hel, prędkość liniowa 30,0 do 30,2 cm/s 

przy 35°C,
 – detektor: FID, temperatura: 300°C, 
 – gazy: wodór, powietrze, azot,
 – dozownik: temp. 250°C, dzielnik strumienia – 200:1; 

• badań według norm ASTM: 
 – ciężar właściwy w 20°C, 
 – prężność par (RVP), metoda mini Reid, 
 – metoda destylacji atmosferycznej ASTM D86 (IBP, 

T10, T50, T90, FBP)2. 
Ze zbioru wyników badań 35 próbek 25 zostało wyko-
rzystanych jako zestaw szkoleniowy, a 10 jako zestaw te-
stów dla sieci neuronowych (SSN). 
Skład chemiczny benzyn oznaczano metodą chromato-
graficzną (węglowodory grupowano według ich głównej 
funkcji chemicznej). Jako dane wejściowe do sieci neu-
ronowych wykorzystano:

2IBP – temperatura początku destylacji; T10, T50, T90 – temperatu-
ra oddestylowania odpowiednio: 10, 50 i 90% objętościowych prób-
ki; FBP – temperatura końca destylacji.
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• pełny raport, opisujący udziały objętościowe frakcji, to 
jest 66 grup węglowodorów:
 – parafiny (PC3, PC4, PC5, PC6, PC7, PC8, PC9, PC10, 

PC11, PC12, PC13, PC14, PC15, PC16); aromaty 
(AC6, AC7, AC8, AC9, AC10, AC11, AC12, AC13, 
AC14, AC15), C14+ (C14, C15); izoparafiny (IC5, 
IC6, IC7, IC8, IC9, IC10, IC11, IC12); olefiny (OLC4, 
OLC5, OLC6, OLC7, OLC8, OLC9, OLC10, OLC11, 
OLC12, OLC13, OLC14, OLC15, OLC16),

 – związki zawierające tlen (OX2, OX3, OX4) i niezidenty-
fikowane – w tym związki zawierające azot i siarkę (UC5, 
UC6, UC7, UC8, UC9, UC10, UC11, UC12, UC13);

• zwięzłe sprawozdanie, składające się z sumarycznie przed-
stawionych udziałów głównych grup węglowodorów: pa-
rafin, izoparafin, aromatów, naftenów i olefin oraz związ-
ków tlenowych i niezidentyfikowanych.
W wyniku zastosowania sieci neuronowych w obu przy-

padkach nie osiągnięto oczekiwanych przez badaczy wyni-
ków, tj. poprawnego przewidywania prężności par (RVP) oraz 
parametrów destylacji normalnej T10, T50, T90. 

Spowodowane było to zbyt małą ilością danych uczących. 
Sieci odwzorowywały tylko zależności liniowe lub uczyły 
się na pamięć, co mogło być efektem zbyt małej głębokości 
sieci lub nieodpowiednio dobranych przykładów uczących.

Wykorzystano sieć neuronową do przewidywania licz-
by oktanowej badawczej benzyny silnikowej [31]. W bada-
niach starano się powiązać skład komponentowy mieszanin, 
wyrażony udziałami objętościowymi pięciu komponentów 

o specyficznych właściwościach, z właściwościami powsta-
łych mieszanek (gotowych benzyn): gęstością, prężnością 
par (RVP), parametrami destylacji i zawartością siarki. Wła-
ściwości mieszanki stosowanej jako dane wejściowe zmien-
nych w modelu obliczano jako funkcje liniowe stężeń kom-
ponentów. Odchylenie standardowe błędu predykcji mieści-
ło się na ogół poniżej 0,8 jedn. RON/MON. Jednak stosun-
kowo wąski przedział zawartości składników badanej ben-
zyny budzi wątpliwość co do możliwości ekstrapolacji wy-
ników na benzyny o innych składach. 

W literaturze przedstawiono możliwość zastosowania w wa-
runkach produkcji w greckiej rafinerii sieci neuronowych do 
przewidywania liczby oktanowej badawczej (RON) produko-
wanych mieszanek benzyn [37]. Opracowane modele ANN wy-
korzystywały jako zmienne wejściowe udziały objętościowe 
siedmiu najczęściej stosowanych w warunkach rafinerii kom-
ponentów: strumieni z fluidalnego krakingu katalitycznego 
(FCC) – benzyny krakingowej, reformatu (REF), izomeryza-
tu (ISO), alkilatu (ALK) i dimersolu (DIM) wraz z frakcją bu-
tanową (C4) oraz eterem metylowo-tert-butylowym (MTBE). 

Algorytm służył do określania składu benzyny bazowej 
(pominięto stały strumień frakcji butanowej i MTBE). Uzy-
skana dokładność przewidywania wynosiła w warunkach ra-
fineryjnych 0,2 jedn. dla liczby oktanowej badawczej (RON).

Stwierdzono, że w warunkach rafineryjnych możliwe jest 
wiarygodne przewidywanie RON mieszanek benzynowych 
przy zastosowaniu sieci neuronowych z dokładnością po-
równywalną do odpowiedniej standardowej metody ASTM.

Możliwości interpretacyjne systemów wykorzystujących sztuczną inteligencję

Przy tworzeniu systemów wykorzystujących sztuczną 
inteligencję, zbierających dane i generujących wiedzę waż-
ne jest zgromadzenie odpowiedniej liczby zmiennych nie-
zależnych (danych różnicujących poszczególne składniki), 
mogących mieć wpływ na zmienne zależne (poszukiwane 
właściwości). Drugorzędną sprawą jest dokładna interpreta-
cja zjawisk czy ich składników, ponieważ końcowym efek-
tem „rozumowania maszynowego” jest konkluzja: „tak” lub 
„nie” („0” lub „1”). W przypadku pików chromatograficz-
nych (chromatogramów), używanych dla uczenia sieci neu-
ronowej nieważne jest nazwanie związku, od którego pocho-
dzi pik, lecz jego rozróżnienie lub zróżnicowanie [20–24].

Badania [2, 5, 7, 8, 11–14, 29–31, 37, 39, 41, 46, 47] wska-
zują na ograniczenia interpretacyjne systemów wykorzystują-
cych dane zagregowane. W takiej sytuacji nie można jedno-
znacznie wskazać, który składnik jest krytyczny w danej mie-
szaninie, zwłaszcza przy badaniu bardziej złożonych zjawisk. 
Przy agregacji danych istnieje również możliwość, że otrzyma 
się zależności zmieniające się w pewnym zakresie podobnie 

jak wielkości poszukiwane, jednakże opisujące inne zjawisko 
niż badane. W przypadku próby wykorzystania tak przyjętej 
zależności w realnych warunkach może to skutkować całko-
wicie błędnymi wynikami prognoz. Rozwiązaniem tego pro-
blemu wydaje się być zastosowanie bardziej wyrafinowanych 
metod badawczych dających nowe informacje o analizowa-
nym przedmiocie. Wykorzystanie metod chromatograficznych, 
a w szczególności metody GC–MS [1, 4, 26, 33], daje możli-
wość wprowadzania nowych wskaźników, które będą różnico-
wać „piki związków” nieoznaczanych za pomocą GC–FID itp. 
Pozyskane dane mogą dostarczyć informacji na temat wzajem-
nego oddziaływania pomiędzy składnikami benzyny w mie-
szankach, ujawniając charakter efektu mieszania. 

Wadą systemu opartego na dużej liczbie zmiennych jest 
oczywiście trudność zdobycia wymaganej dużej liczby serii 
danych (tzw. „przekleństwo wielowymiarowości”), jednak-
że system taki z czasem odkrywać będzie prawdziwe (a nie 
pozorne) zależności w mieszaninie i wytworzy właściwą 
(prawdziwą) wiedzę na zadany temat. 
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Niniejszy przegląd zastosowania sieci neuronowych w ba-
daniach identyfikacyjnych próbek wskazuje na główne pro-
blemy, jakie mogą wystąpić przy próbie zastosowaniu sieci 
neuronowych do wykrywania przestępstw gospodarczych.

Szybkie określenie składu chemicznego badanego pa-
liwa w powiązaniu z jego właściwościami wymaga dobra-
nia odpowiedniego narzędzia (np. metody chromatograficz-
ne GC–MS, GC–FID, GC–OFID), które dostarczy istotnych 
danych dla określenia newralgicznych parametrów benzyny 
silnikowej (RVP, E70, E100, RON, MON) dostępnej na pol-
skim rynku paliw płynnych.

Przy wskazywaniu prawdopodobnego źródła pochodze-
nia zabezpieczonej próbki paliwa należy tak dobrać metody 
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identyfikacyjne i stopień agregacji danych, aby nie utracić 
(zatrzeć) atrybutów odróżniających próbki benzyn od siebie, 
przy rozsądnej, możliwej do przetworzenia przez wykorzy-
stywany system obliczeniowy, ilości danych wejściowych.

Przedstawione w artykule przykłady danych literaturo-
wych wskazują jedną z możliwych dróg wykorzystania po-
tencjału sieci neuronowych dla celów identyfikacyjnych, 
a później śledczych w przypadku benzyn silnikowych za-
wierających związki tlenowe.

W kolejnym artykule pt.: Wykorzystanie sieci neurono-
wych w dochodzeniach związanych z przestępczością go-
spodarczą. Część 2 przedstawione zostaną wyniki badań 
INiG – PIB, uzyskane w badaniach własnych.

Prosimy cytować jako: Nafta-Gaz 2017, nr 12, s. 974–979, DOI: 10.18668/NG.2017.12.09

Artykuł nadesłano do Redakcji 14.12.2016 r. Zatwierdzono do druku 6.10.2017 r.

Artykuł powstał na podstawie pracy statutowej pt.: Zastosowanie sieci neuronowych w dochodzeniach śledczych INiG – PIB wy-
konywanych metodologią fingerprinting – praca INiG – PIB na zlecenie MNiSW; nr zlecenia: 0075/TA/16/01, nr archiwalny: 
DK-4100-69/16.
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